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1 Langlebige Softwaresysteme für die Zukunft 

Langlebige Softwaresysteme sind für viele Unternehmen ein zentraler Wertträger. Mit 
dem Einsatz von AI-Assisted Coding entsteht dabei die Erwartung, Wartung und 
Weiterentwicklung deutlich effizienter zu gestalten. 

In einem konkreten Projekt zeigte sich jedoch ein anderes Bild. Bei der Überarbeitung 
eines bestehenden Legacy-Systems setzten wir gezielt KI-Tools ein – mit der Erwartung, 
Produktivität und Qualität zu steigern. In der Praxis mussten viele Vorschläge jedoch 
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aufwendig nachbearbeitet werden. Änderungen griffen an falschen Stellen, 
Abhängigkeiten wurden übersehen, und die bestehende Architektur wurde eher 
verschlechtert als verbessert. 

Im Gegensatz dazu funktionierte die KI in neu entwickelten Systemen mit klarer 
Architektur deutlich besser. Dort waren die Vorschläge präzise, konsistent und ließen 
sich problemlos integrieren. 

Diese Diskrepanz führt zu einer zentralen Frage: Warum funktioniert dieselbe KI in 
einem System hervorragend – und in einem anderen kaum? Die Antwort liegt weniger im 
Modell als in der Struktur des Systems selbst. Architektur entscheidet, ob die KI auf ein 
klares Signal trifft – oder auf Rauschen. 

 

1.1 Begriffsrahmen: AI-Assisted Coding, Agentic Engineering und AI-consumable 

 

AI-Assisted Coding bezeichnet den Einsatz von KI-Modellen zur Unterstützung von 
Entwicklern bei der Erstellung, Analyse und Veränderung von Code. Die KI agiert dabei 
als interaktiver Assistent, der auf Basis eines bereitgestellten Kontexts Vorschläge 
generiert, bestehende Logik erklärt oder Änderungen vorbereitet. 

Entscheidend ist, dass die KI nicht autonom handelt, sondern im Dialog mit dem 
Entwickler steht und ihre Vorschläge innerhalb eines gegebenen Kontextes erzeugt. 

 

Agentic Engineering beschreibt den Einsatz von KI-Agenten, die eigenständig 
mehrstufige Aufgaben in Softwareprojekten ausführen können. Im Gegensatz zu rein 
assistiven Systemen planen diese Agenten ihre Schritte selbst, rufen Werkzeuge auf (z. 
B. Codeanalyse, Tests, Build-Prozesse) und iterieren über mehrere Aktionen hinweg, um 
ein definiertes Ziel zu erreichen. 

Die KI übernimmt dabei nicht nur die Generierung einzelner Codefragmente, sondern 
orchestriert ganze Änderungsprozesse innerhalb eines Systems. 

 

Für beide ist der Begriff AI-Consumable Architecture wichtig: Eine Softwarearchitektur ist  
AI-consumable, wenn sie es erlaubt, für jede Änderung einen minimalen, kohärenten 
und semantisch konsistenten Kontext bereitzustellen. 

Dies erfordert: 

      •     klare fachliche Modulgrenzen 

      •     hohe Kohäsion und geringe Kopplung 

      •     konsistente Benennung (Ubiquitous Language) 

      •     explizite Schnittstellen statt impliziter Abhängigkeiten 
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Die in diesem Artikel beschriebenen Zusammenhänge gelten nicht nur für AI-Assisted 
Coding, sondern in verstärkter Form auch für Agentic Engineering. Während assistive 
Systeme bereits stark von der Qualität des bereitgestellten Kontexts abhängen, sind 
autonome Agenten noch stärker auf klare Strukturen, eindeutige Verantwortlichkeiten 
und konsistente Systemgrenzen angewiesen. 

1.2 Das Ende der Architektur-Debatte? 

Seit dem Siegeszug von GitHub Copilot, Claude Code und Codex kursiert eine 
verführerische These in der Softwarebranche: Wenn Code-Erstellung fast kostenlos wird 
und die KI „alles versteht“, warum sollten wir dann noch Zeit in komplexe Architektur-
Entwürfe investieren? Software kann mit Hilfe von „Spec-Driven-Development“ einfach 
generiert und geändert werden. Im Extremfall wird das „Wegwerf-Software“-Modell 
propagiert: Schlechter Code wird nicht mehr gewartet, sondern einfach per Prompt neu 
generiert.  

Doch diese Sichtweise ignoriert die fundamentale Funktionsweise der Coding Assistants 
und vor allem die zu Grunde liegenden LLMs. In diesem Artikel möchte ich zeigen, dass 
das Gegenteil der Fall ist: Je mehr Code wir durch KI generieren oder warten lassen, 
desto kritischer wird die architektonische Struktur. Denn Architektur ist heute nicht mehr 
nur eine Lesehilfe für Menschen, sondern die notwendige Bedingung, um die statistische 
Schärfe von modernen KI-Modellen überhaupt erst nutzbar zu machen. 
 

1.3 Architektur bestimmt die Nutzbarkeit von KI 

 
Die Leistungsfähigkeit moderner Coding Assistants wird häufig primär an der Qualität der 
zugrunde liegenden Modelle gemessen. Größere Kontextfenster, leistungsfähigere 
Transformer-Architekturen und immer bessere Trainingsdaten suggerieren, dass die KI 
selbst zum dominierenden Faktor für Produktivität wird. Diese Sicht greift jedoch zu kurz. 
In der Praxis zeigt sich ein anderes Bild: Nicht die Modellleistung allein entscheidet über 
die Qualität der Ergebnisse, sondern die Struktur des Kontexts, in dem das Modell 
operiert. 
Genau hier kommt Software-Architektur ins Spiel. Sie bestimmt, wie Informationen im 
System organisiert sind, welche Zusammenhänge explizit gemacht werden und welche 
implizit bleiben. Für ein LLM ist dieser Unterschied entscheidend. Während Menschen in 
der Lage sind, Unklarheiten durch Erfahrung, Intuition und Rückfragen zu kompensieren, 
ist ein Modell strikt auf das angewiesen, was im Kontext verfügbar und statistisch 
verwertbar ist. Architektur wird damit vom „Designwerkzeug für Menschen“ zum 
entscheidenden Faktor für die Signalqualität, die einer KI überhaupt zur Verfügung steht. 
In neu entwickelten Systemen lässt sich dieser Zusammenhang direkt nutzen. Eine klare 
Modularisierung, konsistente Schnittstellen und eine präzise Fachsprache sorgen dafür, 
dass die KI mit einem kohärenten, fokussierten Kontext arbeitet. Die Folge sind stabile, 
nachvollziehbare und architektonisch konsistente Ergebnisse. Die vorhandene 
Modellkapazität wird effektiv genutzt, weil sie auf strukturierte Information trifft. 
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In bestehenden Systemen zeigt sich jedoch die Kehrseite dieser These. Historisch 
gewachsene Architekturen sind häufig geprägt von überlappenden Verantwortlichkeiten, 
impliziten Abhängigkeiten und inkonsistenter Terminologie – kurz: keine klare 
Architektur. Für eine KI entsteht dadurch ein Kontext, der nicht nur umfangreich, sondern 
vor allem widersprüchlich ist. Die Folge ist nicht einfach eine geringere Effizienz, sondern 
eine grundsätzliche Unschärfe in der Verarbeitung: Relevante Signale konkurrieren mit 
Rauschen, und die Wahrscheinlichkeit für inkonsistente oder fehlerhafte Ergebnisse 
steigt deutlich. 
Damit wird ein zentrales Missverständnis sichtbar: Die Einführung von AI-Assisted 
Coding führt nicht automatisch zu besserer Softwareentwicklung – sie macht bestehende 
strukturelle Probleme lediglich schneller sichtbar. Während gut strukturierte Systeme 
überproportional profitieren, geraten unstrukturierte Systeme schneller an ihre Grenzen. 
Die gleiche KI, die in einem klar abgegrenzten Kontext präzise und zuverlässig arbeitet, 
produziert in einem „Big Ball of Mud“ inkonsistente und schwer nachvollziehbare 
Ergebnisse. 
Daraus ergibt sich eine zwingende Konsequenz: Um die Potenziale von AI-Assisted 
Coding tatsächlich nutzen zu können, reicht es nicht aus, neue Tools einzuführen. 
Entscheidend ist vielmehr, die zugrunde liegende Architektur in einen Zustand zu 
überführen, der für die Verarbeitung durch KI geeignet ist. Für neue Systeme bedeutet 
das, Architektur von Anfang an unter diesem Gesichtspunkt zu gestalten. Für 
bestehende Systeme hingegen entsteht ein strukturelles Spannungsfeld: Gerade dort, 
wo der Einsatz von KI den größten Nutzen verspricht, sind die Voraussetzungen häufig 
am schlechtesten. 
 
Genau an dieser Stelle entsteht das Refactoring-Dilemma. Um KI effektiv einsetzen zu 
können, benötigen wir eine klare, modulare und konsistente Architektur. Gleichzeitig sind 
es gerade die Systeme, die diese Eigenschaften nicht besitzen, in denen wir uns von KI 
Unterstützung die größten Produktivitätsgewinne erhoffen. Die Konsequenz ist 
unausweichlich: Bevor wir die Effizienzgewinne durch AI-Assisted Coding realisieren 
können, müssen wir die strukturellen Voraussetzungen schaffen.  

1.4 Das Refactoring-Dilemma lösen 

Die Angst vieler Unternehmen vor großen Refactorings („Never change a running 
system“) wird zwar durch KI gemildert, allerdings funktionieren die Refactorings mit KI 
Unterstützung nur dann wirklich gut, wenn die Software eine gute Architektur aufweist, 
so dass die KI die zu ändernden Bereiche klar erkennen kann. Damit die Software AI-
Consumable wird, müssen wir die Legacy Software vorbereiten.   

Dazu nutzen wir KI-Tools zunächst, um die Transformation vorzubereiten (z. B. zur 
Analyse von Abhängigkeiten oder zum Schreiben von Tests für Bestands-Code). 

Das Ziel der Transformation ist ein „AI-Friendly State“: Ein System, dessen Architektur 
so klar ist, dass die zukünftige Wartung und Erweiterung zu 80 % automatisiert durch KI-
Agenten erfolgen kann. Wir investieren heute in die Struktur (die Transformation), um 
morgen die Dividende in Form von KI-gestützter Entwicklungsgeschwindigkeit zu 
kassieren. 
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2 Wie AI-Assisted Coding wirklich funktioniert (Deep Dive) 

 
Der folgende Abschnitt vereinfacht bewusst die technischen Details und fokussiert auf 
die für die Architektur relevanten Mechanismen. 

Um zu verstehen, warum Architektur die Leistung einer KI determiniert und nicht die 
Leistung des zugrundeliegenden LLMs, müssen wir den Prozess betrachten, den 
moderne Tools wie Claude Code, Cursor, GitHub Copilot oder spezialisierte Coding-
Agenten durchlaufen, wenn sie eine Änderung am Code vornehmen. 

2.1 Der erste Schritt: Retrieval Augmented Generation (RAG) 

Kein LLM kennt den gesamten aktuellen Stand unseres projektinternen Repositories aus 
dem Training. Daher nutzen die Coding Assistenten Tools wie bspw. RAG (Retrieval 
Augmented Generation) – ein Prinzip, das häufig verwendet wird, um einem LLM mit 
den entscheidenden Informationen aus dem Repository zu versorgen, die dabei 
meistens mit klassischen Methoden (Suche) ermittelt werden. Wenn wir eine 
Softwareänderung anfordern (z. B. „Füge eine Validierung für die Umsatzsteuer-ID 
hinzu“), passiert folgendes: 

1. Semantische Suche: Das Tool sucht im gesamten Projekt nach relevanten 
Code-Schnipseln. Dazu wird der Code (oder besser einzelne Code-Chunks) in 
Vektoren (von ca 1.024 Dimensionen) zerlegt und diese mit dem Vektor der 
Anfrage verglichen. Die nächstliegenden Vektoren sind die Treffer. 

2. Das Problem bei schlechter Architektur: In einem Monolithen ohne klare 
Grenzen und gemischten Code findet das RAG-System entweder nicht die 
relevanten oder hunderte Treffer, weil die zugrunde liegenden Code-Chunks keine 
klaren Zuständigkeiten in der Architektur aufweisen: Validierungen in der UI, in 
der Datenbank, in Hilfsklassen. Der Kontext wird mit redundantem, 
widersprüchlichem „Rauschen“ geflutet. 

3. Die Lösung durch Architektur: In einem nach Domain-Driven Design (DDD) 
strukturierten System findet RAG zielsicher genau den einen Baustein (Bounded 
Context/Entity/Schnittstelle etc.), der für die Umsatzsteuer zuständig ist. Das 
Signal ist scharf, der „Beifang“ minimal. 

2.2 Der zweite Schritt: Self-Attention und die „Context-Dichte“ 

Danach werden die gefundenen Codeteile als Kontext an ein LLM übergeben. Das LLM 
ist ein Transformer System, welches in mehreren Schritten arbeitet. Zunächst werden 
sog. Attention Heads berechnet, danach werden die resultierenden Informationen durch 
ein FFN (Feed-Forward-Netzwerk = riesiges Neuronales Netz, das die gelernten 
Informationen des LLMs beinhaltet) mit Wissen des LLMs angereichert.  
 
Aber nochmal in einzelnen Schritten: Sobald die relevanten Code-Teile aus dem RAG-
Schritt im Context-Window der KI liegen, beginnt die Arbeit der Transformer-Blöcke. 
Hier spielen die Attention-Heads die entscheidende Rolle. 



 

 7 

• Funktionsweise: Jeder Attention-Head hat die Aufgabe, Beziehungen zwischen 
Token (Wörtern/Code-Symbolen) zu gewichten. Ein Head fokussiert sich auf 
Datentypen, ein anderer auf Variablenflüsse, ein dritter auf Klammerstrukturen. 

• Die mathematische Last: Die Komplexität der Attention steigt quadratisch mit 
der Länge des Kontextes. Je mehr „unreiner“ Code (Spaghetti-Code) und 
zusätzliche Code-Chunks durch den RAG Schritt im Fenster liegen, desto mehr 
Rechenkapazität der Attention-Heads wird darauf verschwendet, irrelevante 
Abhängigkeiten auszuschließen bzw. die Attention Heads erzeugen kein 
eindeutiges Ergebnis mehr. Darüber hinaus ist wegen des quadratischen 
Wachstums der Punkt schnell erreicht, in dem nicht mehr alle relevanten 
Informationen in den nächsten Schritt des Transformers übernommen werden 
können. Diese Informationen werden wieder von Vektoren repräsentiert.  

 
• Warum also nicht höher-dimensionaler Vektoren verwenden? 

 

2.3 Zwischenfazit: Modellkapazität ist kein Ersatz für Struktur 

Ein naheliegender Einwand lautet: Wenn moderne LLMs immer leistungsfähiger werden 
– mit mehr Attention Heads und höherdimensionalen Vektorräumen – müsste sich das 
Problem schlechter Architektur nicht einfach „wegskalieren“ lassen? Tatsächlich erhöhen 
zusätzliche Attention Heads und größere Vektordimensionen die potenzielle 
Repräsentationsfähigkeit eines Modells. Sie erlauben es, mehr unterschiedliche 
Beziehungen parallel zu modellieren und feinere semantische Unterschiede im Kontext 
abzubilden. Entscheidend ist jedoch: Diese zusätzliche Kapazität erzeugt keinen neuen 
Informationsgehalt. 

Das Modell kann nur das verarbeiten, was ihm im Kontext zur Verfügung gestellt wird. In 
einem strukturierten System mit klaren Verantwortlichkeiten, konsistenten Schnittstellen 
und einer präzisen Fachsprache wird zusätzliche Modellkapazität effektiv genutzt: 
Unterschiedliche Attention Heads können sich auf klar unterscheidbare Aspekte 
konzentrieren – etwa Datenfluss, fachliche Regeln oder Schnittstellenverträge. Die 
Repräsentation im Vektorraum wird schärfer, die Vorhersage stabiler. 

In einem unstrukturierten System passiert das Gegenteil. Wenn der Kontext aus 
überlappenden Verantwortlichkeiten, inkonsistenter Benennung und impliziten 
Abhängigkeiten besteht, wird die zusätzliche Kapazität primär dafür verwendet, 
irrelevante oder redundante Zusammenhänge zu modellieren. Die Attention verteilt sich 
auf konkurrierende Signale, anstatt sich auf das Wesentliche zu fokussieren. Das 
Ergebnis ist keine bessere, sondern eine diffusere Repräsentation. Mehr Modellkapazität 
verstärkt daher nicht automatisch die Qualität der Ergebnisse – sie verstärkt das, was im 
Kontext vorhanden ist: Signal oder Rauschen. 

Genau hier wird Architektur zum entscheidenden Faktor. Sie bestimmt nicht nur, wie viel 
Information der KI zur Verfügung steht, sondern vor allem, wie gut diese Information 
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strukturiert ist. Damit entscheidet sie darüber, ob zusätzliche Modellkapazität in präzisere 
Vorhersagen übersetzt wird – oder in zunehmende Unsicherheit. 

 
• Beispiel:   

o Gute Architektur: Ein Service-Interface ist klar definiert. Die Attention-
Heads verknüpfen den Aufruf sofort mit der Definition. 

o Schlechte Architektur: Die Logik ist über globale Variablen und 
Seiteneffekte verteilt. Die Attention-Heads „verlieren“ den Fokus auf das 
Wichtige, die Gewichtung wird diffus. Das Resultat: Die KI übersieht eine 
Randbedingung und baut einen Bug ein. 

2.4 Der dritte Schritt: Feed-Forward Networks (FFN) und Wissensextraktion 

Nachdem die Attention-Heads die Beziehungen geklärt haben, geben sie die 
Informationen an die Feed-Forward Networks (FFN) weiter. Man kann sich diese als 
das „Langzeitgedächtnis“ innerhalb des LLMs vorstellen – hier liegt das riesige Wissen 
mit dem das LLM angelernt wurde. 

• Hier wird entschieden: „Basierend auf dem, was ich im Kontext sehe, ist das 
nächste logische Token ein if-Statement.“ 

• Architektur als Muster-Katalysator: Wenn der Code strengen Entwurfsmustern 
folgt, feuern die Neuronen im FFN viel eindeutiger. Das Wissen im FFN kann 
besser angewendet werden. Die KI erkennt: „Das ist ein Repository-Pattern nach 
DDD“. Die Vorhersagewahrscheinlichkeit für das richtige Token wird signifikant 
erhöht. 
 

Ein konkretes Beispiel: Die „User-Update“-Funktion: Stellen wir uns vor, die KI soll eine 
Methode zur Aktualisierung der E-Mail-Adresse schreiben. 

• Szenario A (schlechte-Architektur): Die Logik für DB-Zugriff, E-Mail-Validierung 
und Protokollierung steht in einer 2000-Zeilen-Datei. Das RAG-System liefert 
Fragmente aus allen Bereichen. Die Attention-Heads müssen mühsam filtern, was 
zur E-Mail gehört. Das Ergebnis ist unscharf, die KI wird unsicher und generiert 
Code, der zwar die E-Mail ändert, aber die Protokollierung vergisst oder die 
Transaktionssicherheit bricht. 

• Szenario B (Saubere Architektur): Es gibt einen UserUpdateService, einen 
EmailValidator und ein UserRepository. Das Tool lädt nur diese drei kleinen, 
spezialisierten Dateien. Die Attention-Heads sehen sofort die klare Struktur. Das 
FFN „weiß“ aus dem Training, wie diese Komponenten interagieren. 
 

Ergebnis: Die KI schreibt in Sekundenbruchteilen fehlerfreien Code, der exakt die 
Architekturvorgaben einhält. 

2.5 Zusammenfassung des Deep-Dives 

Eine saubere Software-Architektur fungiert in diesem Prozess als hochgradig effizienter 
Informationsfilter. Anstatt das Modell mit einem diffusen Rauschen aus einer 
ungeordneten Architektur zu konfrontieren, sorgt die Struktur dafür, dass der finale 
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Kontext-Vektor – das mathematische Destillat aus RAG-Input, Attention-Gewichtung und 
FFN-Wissen – eine maximale Trennschärfe aufweist. 
In einem gut strukturierten System konvergiert dieser Vektor im hochdimensionalen 
Raum präzise gegen jene Regionen, in denen die korrekten nächsten Token (z. B. eine 
spezifische Schnittstellen-Implementierung oder ein Repository-Aufruf) liegen. Da die 
semantische Distanz zu fehlerhaften oder architektonisch unpassenden Mustern durch 
die saubere Trennung der Belange (Separation of Concerns) vergrößert wird, sinkt die 
Wahrscheinlichkeit für 'Vektor-Abweichungen'. Das Ergebnis ist eine signifikant höhere 
Vorhersagegenauigkeit: Die KI 'wählt' nicht nur irgendeinen syntaktisch korrekten Code, 
sondern genau denjenigen Vektor, der die architektonische Integrität des 
Gesamtsystems mathematisch fortsetzt. 
Eine saubere Architektur fungiert als Informationskompression. Diese funktioniert besser, 
wenn weniger Information bzw. besser komprimierbare (zusammenpassende) 
Informationen darin enthalten sind. Indem wir die Entropie im Code senken, erhöhen wir 
die deterministische Qualität der KI-Ausgabe. Gute Architektur ist also kein Overhead, 
sondern ein Performance-Booster für die KI. 

3 Architektur, die AI-Assisted Coding überhaupt ermöglicht 

Das Herzstück der Transformer-Architektur ist der Self-Attention-Mechanismus. Er 
erlaubt es dem Modell, Beziehungen zwischen weit entfernten Code-Teilen herzustellen. 
Doch diese Ressource ist begrenzt. 

3.1 Das Problem der Context Dilution 

Je mehr irrelevanter „Beifang“ sich im Context-Window (dem Arbeitsspeicher der KI) 
befindet, desto stärker tritt die sogenannte Context Dilution (Kontext-Verwässerung) 
ein. Wenn die KI eine Funktion in einem 5.000 Zeilen starken Monolithen ändern soll, 
müssen die Attention-Heads Milliarden von möglichen Beziehungen prüfen. Die 
„Aufmerksamkeit“ verteilt sich, das Signal-Rausch-Verhältnis sinkt. 

3.2 Architektur als Signal-Verstärker 

Eine modulare Architektur (z. B. nach dem Prinzip der Hexagonalen Architektur oder 
Domain-Driven Design) wirkt hier wie ein Filter. Sie erlaubt es uns, der KI nur die 
relevanten Bausteine zu präsentieren. 
Das heißt, dass die Modularität die Entropie reduziert: Indem wir der KI nur einen scharf 
abgegrenzten Baustein zeigen, erhöhen wir die Wahrscheinlichkeit für ein korrektes 
nächstes Token (den „nächsten Schnipsel Code“) von einem vagen Raten hin zu einer 
präzisen Vorhersage. 

3.3 Architektur-Muster als „Prompt-Anker“ 

KI-Modelle sind exzellente Mustererkenner. Wenn ein Projekt konsequent etablierte 
Design Patterns nutzt (z. B. DDD-Mustersprache, Factory oder Observer), erkennt die KI 
dies sofort als „Few-Shot-Kontext“. 
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• Konsistenz ist die neue Währung: Wenn die KI erkennt, dass jede Validierung 
in einer separaten Validator-Klasse stattfindet, wird sie den nächsten Validator fast 
fehlerfrei generieren. 

• Interfaces als Vertrag für die KI: Klare Schnittstellen fungieren als Fixpunkte im 
Vektorraum. Sie geben der KI vor, welche „Form“ der generierte Code annehmen 
muss, um in das Gesamtsystem zu passen. Ohne diese Anker produziert die KI 
zwar syntaktisch korrekten Code, der aber „architektonisch fremdelt“. 

3.4 Die Ubiquitous Language als semantischer Kompass und Vektor-Filter 

Neben der strukturellen Ebene der Design Patterns spielt die sprachliche Präzision eine 
entscheidende Rolle für die Performance von LLMs. Hier erweist sich das Konzept der 
Ubiquitous Language aus Domain-Driven Design (DDD) als unerwarteter 
mathematischer Effizienz-Hebel. Da Sprachmodelle auf semantischen 
Wahrscheinlichkeiten basieren, fungiert eine einheitliche Fachsprache als Stabilisator im 
Vektorraum. 

o Aktivierung von Domänenwissen: LLMs verfügen durch ihr Training über tiefes 
implizites Wissen zu Industrie-Standards. Eine präzise Benennung (z. B. 
ClaimsPolicy statt eines generischen DataModel) triggert im Modell gezielt jene 
Wissensregionen, die mit Versicherungswirtschaft und Policen-Logik verknüpft 
sind. Dies erhöht die Wahrscheinlichkeit, dass die KI fachlich korrekte Logik 
generiert, ohne dass diese explizit im Prompt stehen muss. 

o Vektorschärfung durch Konsistenz: Ein häufiges Missverständnis ist, dass die 
KI jeden Begriff bereits perfekt kennen muss. Tatsächlich nutzen Modelle den 
aktuellen Kontext zur „Kalibrierung“. Wird ein Begriff – etwa ein spezifischer, 
nischenrelevanter ClearingProcess – im gesamten System konsequent identisch 
verwendet, führt dies zu einer emergenten Präzision. Jede Wiederholung im 
Zusammenhang mit denselben Schnittstellen schärft den internen Kontext-Vektor 
und reduziert das „Oszillieren“ der KI zwischen verschiedenen 
Bedeutungsmöglichkeiten. 

o Vermeidung von semantischem Drift: In Projekten mit inkonsistenter 
Benennung (mal Customer, mal AccountHolder) entstehen im Vektorraum 
mehrere, leicht versetzte Punkte für dasselbe Konzept. Dies zwingt die Attention-
Heads dazu, zwischen verschiedenen Wahrscheinlichkeitswolken zu schwanken, 
was fast zwangsläufig zu inkonsistentem Code und architektonischen Brüchen 
führt. 

 
Fazit für die Praxis: Die Architektur liefert das Skelett, aber die Ubiquitous Language 
liefert die Koordinaten. Eine saubere Fachsprache reduziert die „kognitive Last“ des 
Modells und sorgt dafür, dass die KI-Unterstützung nicht im semantischen Rauschen 
untergeht, sondern mathematisch präzise auf die gewünschte Domänen-Logik 
konvergiert. 

4 Für Legacy Software: „AI-Consumable Architecture“ durch DDT 

Wenn wir akzeptieren, dass KI-Modelle Struktur benötigen, um präzise zu arbeiten, stellt 
sich die Frage: Wie überführen wir bestehende, oft historisch gewachsene Systeme in 
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einen „AI-Consumable“ Zustand? Hier bietet Domain-Driven-Transformation das 
entscheidende methodische Gerüst. 

4.1 Dekomposition: Den „Big Ball of Mud“ für die KI lesbar machen 

Viele Bestandssysteme leiden unter mangelnder Modularität. Für eine KI ist ein solcher 
Monolith ein „High-Entropy-Umfeld“: Zu viele Verantwortlichkeiten vermischen sich im 
Kontext-Fenster. Die Strategie von Domain-Driven-Transformation setzt hier bei der 
Dekomposition an. Durch die Identifikation von Bounded Contexts sowie eine 
Strukturierung innerhalb der Bounded Contexts schaffen wir klare fachliche und 
technische Grenzen. 

Der KI-Effekt: Ein isolierter Bounded Context und eine konsistente Mustersprache 
fungieren als natürliches Gehäuse für die RAG-Suche (Retrieval Augmented 
Generation). Die KI muss nicht mehr das gesamte System „verstehen“, sondern operiert 
in einem scharf abgegrenzten Teilbereich. Die mathematische Wahrscheinlichkeit für 
Fehlgriffe im Vektorraum sinkt darüber hinaus drastisch, da keine fachfremden oder 
technikfremden Abhängigkeiten das Signal stören. 

4.2 Von der technischen zur fachlichen Modularität 

Ein zentraler Aspekt der Transformation ist der Wechsel von rein technischen Schichten 
(wie „alle Datenbank-Zugriffe in ein Paket“) hin zu einer fachlichen Modularisierung. 

Wenn wir Software nach fachlichen Domänen schneiden, richten wir die Code-Struktur 
an der menschlichen (und damit auch der in LLMs trainierten) Logik aus. 

Eine KI kann eine Änderung in einem Modul Billing viel sicherer durchführen, wenn 
dieses Modul nicht über hunderte versteckte Abhängigkeiten mit dem Modul Warehouse 
verstrickt ist. Domain-Driven-Transformation reduziert diese kognitive und 
mathematische Last, indem sie lose Kopplung und hohe Kohäsion erzwingt. 

 

4.3 Der Architekt als „Context-Kurator“ 

Die Rolle des Architekten verschiebt sich. Er ist nicht mehr derjenige, der jedes Detail 
selbst entwirft, sondern derjenige, der die Informationsarchitektur für die KI kuratiert. 
Er stellt sicher, dass das System so modular bleibt, dass eine KI zu jedem Zeitpunkt mit 
maximaler Präzision (hohes Signal, niedriges Rauschen) daran arbeiten kann. 
Es geht weniger darum, jede Zeile Code zu prüfen, sondern sicherzustellen, dass die 
durch die Transformation geschaffenen Modulgrenzen nicht aufweichen. 

Der Architekt stellt sicher, dass KI-generierter Code nicht durch „bequeme“ Shortcuts 
neue, implizite Kopplungen einführt, die das System langfristig wieder in einen Zustand 
der hohen Entropie zurückwerfen würden. 
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5 Fazit: Warum Qualität in der Architektur kein Luxus ist 

AI-Assisted Coding ist kein Argument gegen Architektur, sondern das stärkste Argument 
dafür. Ein unstrukturiertes System wird durch den Einsatz von KI nicht besser, es zerfällt 
nur schneller unter der Last von massenhaft generiertem, unkoordiniertem Code. 
Unternehmen, die jetzt in hochklassige Architektur investieren, schaffen die Basis, um 
die Produktivitätsgewinne der KI langfristig zu ernten, ohne in technischer Schuld zu 
versinken. Wer glaubt, sich Architektur sparen zu können, weil die KI den Code „schon 
irgendwie versteht“, wird feststellen, dass er am Ende für ein unverstehbares System 
bezahlt, das niemand mehr sicher verändern kann – auch keine KI. Architektur ist damit 
die Versicherung für die Wartbarkeit in einer Welt, in der Code im Sekundentakt entsteht. 
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